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요 약

최근 스마트 공장의 증가에 따라, 공정 장비의 노후화와 유지관리 비용이 증가하고 있다. 이로 인해서 생산 장

비의 수명을 예측하는 기술의 필요성이 커지고 있다. 자동화 생산 라인의 동작이 잠시 중단되면 큰 비용 손실을

초래할 수 있다. 따라서, 장비 상태 모니터링과 실시간 고장 예측 기술이 필수 불가결하다. 장비 고장에 관계없이

수리하는 PM(Preventive Maintenance) 방식을 사용하지 않고 오작동 주기를 예측하는 PdM(Predictive

Maintenance)으로 생산성을 높일 수 있다. 본 논문에서는 SCU(Shift-by-wire Control Unit) 검사 장비에 적용할

AI(Artificial Intelligence) 기반 PdM 기술을 개발하였다. 개발된 플랫폼은 실시간 장비 상태 예측을 수행한다. 장

비의 결함을 예측하기 위해 시뮬레이션을 통해 SCU 검사 장비의 전압과 주파수 데이터 셋을 생성했다. 그리고

이 데이터를 RNN(Recurrent Neural Network), LSTM(Long Short-Term Memory) 및 GRU(Gated Recurrent

Unit)의 세 가지 모델에 적용하고 성능을 비교하였다. 시뮬레이션 결과를 통해 R2-score 0.992의 정확도로 GRU가

최적의 예측 속도와 정확도를 달성했다. 이러한 결과를 기반으로, GRU를 이용한 PdM 플랫폼을 개발하였다. 개발

된 플랫폼은 실시간으로 입력되는 데이터를 기반으로 하루 주기의 데이터를 예측하는 기능을 갖도록 했다.

Key Words : AI, PdM, Monitoring Program, Inspection Equipment, Shift-by-wire Control Unit

ABSTRACT

Recently, with the rise of smart factories, the aging of process equipment and maintenance costs are

increasing. As a result, there is an increasing need for technology to predict the lifespan of production

equipment. A brief shutdown of an automated production line can result in significant financial losses.

Therefore, equipment condition monitoring and real-time failure prediction technology are indispensable.

Productivity can be increased with PdM (Predictive Maintenance), which predicts malfunction cycles, rather

than PM (Preventive Maintenance), which repairs equipment regardless of failure. In this paper, we developed

AI (Artificial Intelligence)-based PdM technology to be applied to SCU (Shift-by-wire Control Unit) inspection

equipment. The platform developed performs real-time equipment condition prediction. In order to predict

equipment failure, a data set of voltage and frequency for SCU inspection equipment was created through

simulation. Then, this data was applied to three models: RNN (Recurrent Neural Network), LSTM (Long

Short-Term Memory), and GRU (Gated Recurrent Unit), and their performance was compared. Through the
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Ⅰ. 서 론

최근전세계제조업체내핵심장비의노후화가심
각한문제이다. 이장비들중 10년이상가동된장비가

38.6%, 5년 이상 가동된 장비가 총 80%의 높은 비중
을 차지하는 것으로 나타났다. 노후화된 장비를 계속

사용하여 생산할 경우 제조 장비 고장으로 인한 생산

성 저하와 심지어 작업중 사고로 이어질 수 있다[1].

PdM(Predictive Maintenance)이란 실시간으로 수
집된데이터의조합을통해정상작동중장비상태를

지속적으로 분석하여 잠재적인 시스템고장을 식별하
는 기술을 말한다[2,3]. 최근의 유지보수 동향을 보면
제조업에서 AI(Artificial Intelligence), 빅데이터,

VR(Virtual Reality) 등을활용한 PdM 기술이장비의
유지보수비용절감에필수요소가되고있음을알수
있다[4]. 최근의 연구는 빅데이터[5]를 이용하여 특정

시계열의 데이터 간의 관계를 발견할 수 있는 일반적
인 회귀 신경망을 이용한 새로운 장비 유지보수 예측
방법과증강현실스마트안경시스템[6]을이용한예측

유지보수에 대한 접근법을 개발하고 있다. 이러한 방
식으로 회귀 신경망 기반의 PdM 시스템이 지속적으
로 개발되고 있다.

[7]에서는 AI 지원 분산 시스템 개발을 통한 네트
워크 지연 시간 향상을 목표로 AI 기반 IoT(Internet

of Things) 예측 시스템에 대한 연구를 수행하였다.

이는 서로 다른 에지 노드에 독립적인 AI 모델을 배
치하여 센서 근처에서 데이터 처리를 가능하게 하고
네트워크 지연 시간을 개선했다. [8]에서 저자들은 기

계 학습 알고리즘을 사용하여 제조 프로세스를 최적
화하기위한 IoT 기반 PdM 방법을제안했다. 이방법
은 데이터셋 간의 상관관계를 분석하고 이상치 데이

터 패턴을 탐지한 다음, 제조 공정 유형별로 문제를
식별하기위해분류접근방식을사용한다. 제조공정
을 최적화하기 위해 제조 결함에 가장 많이 기여하는

변수를 식별하고 분석한다. 마지막으로, [9]에서 저자
들은 IoT를 통해 중앙 처리 장치에 연결된 센서로부
터 데이터를 수집하고 예측을 위해 RNN(Recurrent

Neural Network)과 LSTM(Long Short-Term

Memory)-RNN 두 가지 유형의 신경망을 적용했다.

예측된 결과를 기반으로 중요 장치에는 LSTM-RNN

이권장되며, 단순성이필요한장치에는 RNN이적용
된다.

본 논문에서는 회귀 신경망의 예측 정확도와 처리
시간을 고려하여 GRU(Gated Recurrent Unit) 기반
실시간 모니터링 플랫폼에 대한 연구를 수행한다. 초

기에는 데이터 셋을 설정하고 시계열 예측을 위한 가
장 간단한 모델인 RNN을 사용하여 데이터를 예측하
려고했지만, 특정규칙에따라변하는난수를예측하

기 위해서는 데이터 셋으로 더 긴 시퀀스의 데이터를
입력해야했다. 그러나일반적인 RNN 모델의성능은
시퀀스 길이가 증가함에 따라 저하된다. 따라서 예측

정확도를 높이기 위해 시퀀스 길이가 길어져도 문제
가없는 LSTM 모델을도입하였고[10], 이와유사한간
단한구조를가지며훈련시간을단축한 GRU 모델을

도입하였다.

본 논문에서는 모델의 선택과 조정과 함께 실시간
으로 얻은 데이터를 시각화하는 GUI(Graphic User

Interface) 플랫폼을 개발했다. 제안하는 시스템의 핵
심 기술은 모니터링 환경을 추가하여 장비 고장만을
확인하는 것뿐만 아니라 사용자가 현재 입력 데이터

의 추이와 예측값을 그래프로 나타내어 비교할 수 있
도록 하였다. GUI의 메인 화면에서는 예측값과 연동
된 정보들을 통해 장비의 예상 상태를 미리 알 수 있

도록 설계했다. 이러한 정보는 장비에 갑작스럽게 이
상치가발생하는경우및제품검사중오류가발생하
는 경우 등에서 검사장비의 상태를 점검하기 위해 사

용될 수 있다. 실제 제조 현장의 작업자는 제품에 불
량이 발생할 경우, 검사장비의 문제보다는 제품 자체
의 불량에 대해서만 고려한다. 하지만, 검사장비에 문

제가 발생하여 정상 제품을 불량으로 판단하게 된다.

이러한 가성불량의 경우 생산성 저하 문제를 야기한
다. 따라서, 딥러닝 기반 검사장비 상태 예측을 통해

장비의 상태를 지속적으로 진단해야 할 필요가 있다.

본 논문의 구조는 다음과 같다. 2절에서는 제안하
는 AI기반 PdM 플랫폼 개발 개요에 대해 설명한다.

3절에서는제안하는 PdM (Predictive Maintenance)플
랫폼 구성 방안에 대해 설명한다. 그런 다음 4절에서
는 개발된 시스템에 대한 실험과 평가를 수행한다. 5

절에서는 본 논문의 결론을 맺는다.

simulation results, the GRU model achieved optimal prediction speed and accuracy, with an R2-score of 0.992.

Based on these results, a PdM platform using GRU was developed. The developed platform has a function

that predicts daily cycle data based on real-time data input.
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Ⅱ. AI 기반 PdM 플랫폼 개발 개요

2.1 개발 시스템 구성개요
본 절에서는 제안하는 시스템의 전체적인 개요를

설명한다. 먼저, 제안하는 시스템의 개념도는 그림 1

에 제시하였다.

그림 1에서볼수있듯이, 제안하는시스템은세가
지주요 구성요소로 구분할 수있다. 첫번째구성 요

소는 검사장비 하드웨어로, SCU(Shift-by-wire

Control Unit) 제품에 대한 검사를 수행하고 그에 따
라 로그 데이터를 저장한다. 두 번째 구성 요소는 AI

엔진으로, 검사 장비가 생성한 로그 데이터를 기반으
로모델을훈련한후실제장비데이터를이용해장비
상태를 진단하고 예측한다. 마지막으로, 세 번째구성

요소는 AI 엔진에서진단및예측 데이터를수신하고
장비 상태를 시각화하는 PC (Personal Computer)의
모니터링프로그램이다. 이모니터링프로그램은여러

장비의 상태를 관리하여 궁극적으로 생산 자동화 공

장의 장비 관리 효율성을 향상시키기 위한 것이다.

2.2 GRU(Gated Recurrent Unit)
본논문은검사장비의데이터셋을처리및학습하

기 위해 PyTorch를 사용하였다. 따라서, 검사장비에

서수집된 CSV(Comma- Separated Values) 데이터를
머신러닝에서 사용하는 데이터 형식인 tensorflow 데
이터 셋으로 바꾸어 PyTorch의 모델에 입력한다. 이

를통해서레이어수, Batch size, epoch, 학습률을설
정하여 최적의 모델을 구성하였다.

본 논문에서 구현하는 시스템은 시계열 데이터를

사용하기 때문에 시퀀스를 이용한 모델이 사용된다.

시퀀스를 이용한 모델인 RNN, LSTM, GRU의 구조
와성능을비교하였다. 그림 2는각시계열예측모델

의 구조를 보인다.

RNN 모델은 입력과 출력을 시퀀스로 처리하는모
델이다. RNN은짧은시퀀스처리에유리하지만장기

의존성문제로관련정보의주기가길때학습능력이
저하된다. LSTM 모델은데이터의장기적인의존성을
감지하고빠르게훈련한다. LSTM은입력, 망각및출

력의세가지게이트가추가되고각상태값이메모리
공간 셀에 저장된다. 이러한 셀 구조를 통해 장기 의
존성 문제를 부분적으로 해결했다. GRU는 LSTM의

처리속도를개선한 모델이다. GRU는업데이트및재
설정 게이트만 있고 출력 게이트는 없는 LSTM의 최
신 버전으로, LSTM보다 파라미터가 적다. 따라서,

GRU는 LSTM보다정확도가약간감소하지만처리속
도가 빠르다.

그림 2. 시계열 예측 모델의 구조
Fig. 2. Structure of time series data prediction model

그림 1. 전체 시스템 구성도
Fig. 1. Overall system configuration
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2.3 GUI 실시간 데이터 구성(Tkinter and 
Matplotlib)

본 논문에서 구현하는 GUI를 구성하기 위하여

Tkinter 라이브러리를사용하여정보와버튼을구성하
였고, Matplotlib 라이브러리를 이용해 실시간 그래프
를 구현하였다. Tkinter를 이용하여 시스템의 정보창

을메인화면과라인장비 1, 라인장비 2를만들어각
화면에전체적인정보와각장비의정보를담았다. 그
리고, 버튼을 누르면 화면이 전환되는 형식을 사용하

여 사용자 접근성을 개선하였다. Matplotlib를 이용하
여 실시간 그래프와 장비 상태를 만들어 시간이 지남
에따라그래프가이동하고, 전압또는주파수강하가

일어났을 때 메인 화면에 장비의 이상 상태를 확인할
수 있도록 구성하였다.

2.4 SCU 검사장비 개요
본하위절에서는 SCU 제품과검사장비에대해설

명한다. 먼저, SCU(SBW Control Unit) 제품은
SBC(Shift by Cable) 타입 변속기에 부착하여
SBW(Shift by Wire) 시스템으로 변환시킬 수 있는

핵심 부품이다. 이를 통해, 유압이 아닌 모터의 힘으
로 주행 기능을 바꿀 수 있도록 돕는 기능을 수행한
다. SCU 검사장비와 SCU 제품은 그림 3에서확인할

수 있다. 그림에서 볼 수 있듯이, 검사장비에서 SCU

제품으로 전압 및 주파수 신호를 제공하여 제품의 동
작상태를 시험한다. 그러나, 검사장비의 노후화로

SCU 제품에인가되는 전압 및주파수 신호가강하되
는문제가발생한다. 이러한결과는정상적인 SCU 제
품을불량으로 판단하는 문제가 발생한다. 따라서, 본

개발에서는 SCU 검사장비에서 나온 데이터 중 기계
장애에 큰 영향을 미치는 데이터로 전압과 주파수를
선정했다.

그림 3. 검사 과정 개념도
Fig. 3. Conceptual diagram of inspection process

Ⅲ. PDM 플랫폼 구성방안

본 논문에서 개발한 AI PdM 플랫폼은 SCU 검사
장비의 전압과 주파수 데이터를 GRU 모델의 입력으
로 사용하여 장비의상태를예측하였다. 이후, 사용자

는 모니터링 프로그램을 통해 SCU 검사장비의 전압
과 주파수 예측값을 확인하도록 개발하였다. 따라서,

사용자는 장비에 문제가 발생하기 전 유지보수를 할

수 있도록 하였다.

개발된 시스템의 경우 편리성과 이식성을 위해 가
상데이터를 사용하여 GUI 상에 나타낸다. 따라서, 데

이터를 실시간으로 받을 수 있는 환경이면 프로그램
을통해확인이가능하다. 해당시스템을통해예측하
는 경우 다음과 같은 과정이 필요하다. 먼저, 모델의

학습을 위한 학습데이터 구축단계, 축적된 데이터로
모델을 훈련하는 훈련 단계와 훈련된 모델을 실시간
데이터 예측에 사용하는 테스트 단계, 마지막으로, 예

측된 데이터를 GUI로 시각화하는 단계가 필요하다.

3.1 데이터셋 구성
본 개발에서는 실제 SCU 검사장비의 출력데이터

와 제조 장비의 노후화에 대한 세계적인 추세에 따라

가상데이터 셋을 구축하였다. 본 개발에서 생성한 가
상데이터의 논리적인 설명을 위해 노후장비에서 발생
하는 전압 강하 특성을 분석 및 적용하였다[11]. [9]에

서는 노후화된 장비의 77%가 수명이 10년 미만임을
보여준다. 따라서, PM(Preventive Maintenance) 접
근법을 기반하여 장비 교체 기간을 10년으로 설정하

고 장비 이상 증상 발견 시점을 5년과 7년으로 설정
하였다.

SCU 검사장비의 경우 이상 증상은 기능보드의 전

압 강하 또는 측정 주파수 감소로 나타난다. 따라서
이상 장비 상태를 판단하는 기준으로 전압 및 주파수
강하를사용했다. 시뮬레이션을통해생성한기능보드

의 전압 데이터 추세는 그림 4에 나와 있으며, x축은
날짜를 나타내고 y축은 전압 값을 나타낸다. 여기서,

전압및주파수강하패턴을생성하기위한수식을다

음과 같이 적용하였다.

  ×≤ and≺  (1)

×≤ and≺  (2)

그림 4는 출력값을 일 단위로 가정하고, 앞서 언급
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한 장비 수명을 고려하여 10년 주기로 데이터를 생성

하였다. 따라서, 3600개의 데이터는 장비 수명의 1주
기를나타낸다. 학습데이터셋의경우 2 cycle(7200개
데이터)을 사용하였으며, 테스트 세트의경우매일실

시간 데이터가 생성되어 시스템에 입력되는 것으로
가정했다.

3.2 GUI 정보창
그림 5와 그림 6은 서로 다른 생산라인의 장비 상

태예측그래프를나타낸다. Line 1은장비수명주기
의 3/4지점(2,700개의 데이터)을 나타내며, 이는 약 7

년을 기준으로 하였다. Line 2는 장비 수명 주기의

1/2지점(1,800개의 데이터)을 나타내며, 약 5년을 기
준으로 하였다. 이는 장비마다 오작동하는 임계점이
상이한 특성을 고려했다. 따라서, 같은 장비라도수명

주기가 다르므로 각 장비의 상태를 고려하여 PdM을
적용하도록 하였다.

그림 7은개발된모니터링프로그램의메인화면을

보인다. 메인 화면은 현재 장비의 상태, 기능보드 교

체일자, 각 장비의 실시간 상태 등을 확인할 수 있다.

먼저, 기능보드교체일자는교체작업을수행한작업자
에 의해 최신화되는 정보이다. 다음으로, 장비 자세히

보기 버튼은 생산라인에 배치된 장비의 상태 예측그
래프를 확인할 수 있다. 또한, 그림의 오른쪽에 표시
된 장비 상태등은 장비의 현재 상태를 판단하여 제공

한다. 장비 상태가 정상인 경우 초록색, 주의의 경우
노란색, 장비 교체가 필요한 경고의 경우 빨간색으로
구성하였다. 오류문구는장비상태와각생산라인검

사장비의 어떤 모듈이 문제인지 나타낸다. 위의 상태
들을종합하여생산라인의상태를판단하여제공한다.

Ⅳ. 실험 및 결과

본절에서는개발된 PdM 플랫폼의실험및평가결
과를 제시한다. 개발된 플랫폼에 적용된 시계열 예측

모델은배치사이즈, 학습률(Lr), 시퀀스길이및훈련
기간등의시계열예측모델학습을위한다양한매개
변수가 있다. 2.2절에서 설명한 것처럼 RNN, LSTM,

GRU와같은다양한시계열예측모델의유형과파라
미터를 선택하기 위해 R2-score의 평가 기준에 따라
다양한 파라미터를 조정했다. 2개의 test set과 사전그림 5. 생산라인 1의 전압 데이터

Fig. 5. Voltage data of manufacturing line 1

그림 6. 생산라인 2의 전압 데이터
Fig. 6. Voltage data of manufacturing line 2

그림 7. GUI 메인 화면
Fig. 7. Main screen of GUI

그림 4. 전압 데이터 셋
Fig. 4. Voltage data set
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데이터를 비교하여 시계열 예측 모델의 예측 정확도
를 결정한다.

본 개발에서 최적화를 수행한 하이퍼파라미터는

Batch size, 학습률, 학습 Epoch, 시퀀스길이, 시계열
모델이다. 먼저, simple-RNN을이용하여각하이퍼파
라미터의변화에따른최적화를수행하였으며, 확정된

하이퍼파라미터를 기반으로 모델을 선정하였다.

4.1 배치 사이즈와 학습률
배치 사이즈는 학습 중에 한 번에 처리해야 하는

데이터의 양을 나타내는 하이퍼파라미터이다. 즉, 배

치 사이즈가 클수록 훈련 속도가 빨라질 수 있지만,

정확도가 낮아진다. 또한, 과적합 문제가 발생할 확
률이 높아질 수 있다. 이와 다르게, 배치 사이즈가 작

을수록 갑작스러운 변화에 대한 복원력이 높아질 수
있다.

학습률은다음값을추정하는데사용되는값변경

의 기울기를 나타내는 값이다. 학습률이 높으면 수렴
에 필요한 시간을 줄일 수 있지만 오버슈팅의 위험이
증가한다. 학습속도가낮으면교육시간이증가할수

있다.

본 개발에서 초기 배치 사이즈는 가장 일반적으로
사용하는 64로설정하였으며, 학습률은 0.01을기준으

로 비교하여 최적의 조합을 찾는 것을 목표로 했다.

또한, 시퀀스 길이를 7로 설정하고 Epoch를 10으로
고정했다.

그림 8에서 볼 수 있듯이 Batch size = 128과 Lr

= 0.01의 조합은 실제 값인 true와 가장 유사하다. 그
림 8에 제시된 각 조합의 성능은 표 1에서 확인할 수

있다. 표에서 볼 수 있듯이, Batch size = 128, Lr =

0.01일 때 R2-score는 0.9810으로 최적의 값을 달성

할 수 있다.

그림 9는제안된 AI 모델을기반으로한장비상태
예측결과를 보여준다. 여기서, true로 표시된 주황색

선은실제값이고, pred로표시된파란색선은예측된
값을 의미한다. 3.1절에서 설명한 데이터셋으로 설정
된 GRU 모델과매개변수를사용하여 3600(10년) 테

스트데이터를시뮬레이션하여 pred 값이 true값과유
사한 기울기로 점차 감소하는 것을 관찰했다. 또한,

두 그래프의 유사성을 나타내는 R2-score는 0.992로

값이 1에 가깝다.

그림 8. 배치 사이즈와 학습률에 따른 예측 그래프
Fig. 8. Prediction graph according to batch and learning rate

Model Batch size Learning rate R2-score

RNN 64 0.01 0.9723

RNN 128 0.01 0.9810

RNN 128 0.1 0.9732

RNN 128 0.2 0.9771

표 1. 각 파라미터의 조합성능
Table 1. Performance of each combination

그림 9. GRU모델 예측결과
Fig. 9. Prediction result of GRU model
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여기서, 본 개발은 주파수 값이 12,000Hz 보다 낮
은 경우를 장비에 문제가 발생한 임계값으로 설정하
였다. 따라서, 그래프의 pred 값이 12,000Hz 이하로

강하하는 경우, 장비에 문제가 발생했다고 판단하여
모니터링 프로그램을 통해 알림 제공을 수행하도록
한다.

4.2 학습 Epoch
AI 모델은학습을위한반복횟수가증가하면모델

의 학습 손실이 감소한다. 그러나, 반복 횟수가 증가
할수록 과적합이라는 문제가 발생한다. 따라서, 과적

합을 방지하기 위해 손실 값이 증가하면 early stop을
적용하여 과적합을 방지하도록 설계했다. 그림 10에
나타난 바와 같이, 여러 번 반복된 테스트를 수행한

결과, 초기 설정이 epoch = 100이었음에도 불구하고,

epoch = 30 전후에 early stop이 빈번하게 발생하는
것을 확인할 수 있다. 따라서, epoch는 30으로 설정

했다.

그림 10. 반복 테스트 결과
Fig. 10. Repeated test results

4.3 시퀀스 길이 및 모델
시퀀스 길이는 RNN 모델에 대한 입력 데이터 셋

의차원을나타낸다. 예를들어시퀀스길이가 7인경
우입력데이터셋은행 * 열 * 시퀀스길이형식이다.

4.1과 4.2에설정된파라미터를기준으로시퀀스길이

7을사용하여 값을 조정했으며 테스트 결과는 표 2에
있다.

표 2에서 볼 수 있듯이, 더 높은 R2-score를 얻기

위해 RNN 모델의시퀀스 길이를 늘렸을때 Gradient

가 사라지는 문제가 발생하여 R2-score가 감소했다.

RNN의사라지는기울기문제를극복하기 위해, 우리
는 RNN 모델의동일한조건에비해성능을향상시킨

LSTM 모델을사용했다. 또한, Tanh 레이어가감소된
GRU 모델은 LSTM보다 24% 짧은훈련시간으로유
사한 성능을 보였다. 따라서 모든 조합을 검토한 후

표 3과 같이 최종 예측 모델을 선택하였다.

Ⅴ. 결론 및 추후 연구 방향

본 논문은 장비 노후화와 전통적인 유지보수 방법
으로 인한 비용 손실을 방지하는 것을 목표로 한다.

이를 해결하기 위해 최근 등장한 예측 유지보수 방식

을 사용하여 AI 기반 장비 고장 관리 플랫폼을 구현
했다. 기존에 공장에서 수행된 유지보수 데이터는 10

년주기로설정되었으며, 이를개선하기위해예측유

지보수를 수행할 때 유지보수 주기를각각 7년과 5년
으로 설정했다. 선택된 GRU 모델(epoch=30,

sequence length=30, batch=128, lr=0.01)은 47초의

빠른학습시간(R2-score = 0.9921)으로높은예측정
확도를 보였다. 또한, 플랫폼에서 실시간그래프형식
으로 예측값을 제시함으로써 장비의 현재 상태를 판

단할 수 있게 되었다. 이를 통해, 제안하는 예측 유지
보수플랫폼은효율적인장비관리및보수비용절약
을달성하고자한다. 또한, SCU 검사장비외다른장

비에본기술을적용하기위해, 해당장비의고장유무
판단이 가능한 특정 파라미터(예: 진동, 온도, 전압
등..)를 선택한다. 이후, 시계열 데이터 취득 및 GRU

모델 학습을 수행하여 해당 장비에 최적화된 모델을
설계해야 한다. 추후, 위와 같이 다양한 장비에서 특
징값을선택하고예측하는보편적인 PdM 플랫폼으로

사용하는 방안을 연구하고자 한다.
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